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One Cikanlar

« Farkl1 6zellik se¢imi yontemlerinin simiflandirma performans: tizerindeki etkileri karsilagtirilmistir.

* Ozellik secimi yontemlerinin performans lizerindeki etkileri iki farkl veri seti {izerinde incelenmistir.
* Model performans: tekrarl capraz dogrulama yaklasimi ile degerlendirilmistir.

* Segilen modellerin karar mekanizmalar1 SHAP analizi ile yorumlanmustir.

» Daha az degisken kullanilarak benzer performansin korunabildigi gosterilmistir.
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Gelis: 17/03/2026 Bu ¢alismada farkl ozellik segimi yontemlerinin siniflandirma performanst tizerindeki etkileri iki farkli veri
Kabul: 24/04/2026 seti iizerinde incelenmistir. Bu kapsamda, filtre yaklasimin temsil eden karsilikly bilgi yontemi ile gomiilii
yontemler arasinda yer alan L1 diizenlilestirme ve agag¢ tabanlt degisken dnem élgiileri kullanilarak farkh
ozellik alt kiimeleri olusturulmustur. Elde edilen ozellik alt kiimeleri, L2 diizenlilestirmeli lojistik regresyon

Anahtar Kelimeler ve Rastgele Orman siniflandirma modelleri ile degerlendirilmistir. Deneysel siiregte veri sizintisini 6nlemek

amacwyla, on igleme ve ozellik se¢imi adimlar: tekrvarl ¢apraz dogrulama siireci igerisinde yalnizca egitim
Ozellik secimi, verisi iizerinde 6grenilmis ve aym doniigiimler test verisine uygulanmistir. Model performansi dogruluk, F1-
Makine égrenmesi, skoru ve ROC-AUC Jél¢iitleri kullanilarak degerlendirilmistir. Elde edilen sonuglar incelendiginde, birinci
Simiflandirma, veri setinde (Adult) degisken sayisinin azaltilmasimin performans iizerinde belirgin bir degisim
SHAP, olusturmadigi; ikinci veri setinde (Heart) ise segilen ozellik alt kiimelerine bagl olarak performans
Model yorumlanabilirligi Sfarkhliklarinin daha belirgin hdle gelebildigi goriilmiistiir. Bu bulgular, 6zellik se¢imi yontemlerinin etkisinin

veri setinin ozelliklerine ve kullanilan modelleme yaklasimina bagh olarak farklilasabilecegine isaret
etmektedir. Ayrica her iki veri setinde en iyi performans gosteren modeller i¢in gerceklestirilen SHAP analizi
sayesinde model tahminlerinde etkili olan degiskenler yorumlanmigstir.

The Effects of Feature Selection Methods on Classification Performance and Model
Interpretability: An Experimental Analysis
Highlights
« The effects of different feature selection methods on classification performance were compared.
* The effects of feature selection methods on performance were examined using two different datasets.
» Model performance was evaluated using a repeated cross-validation approach.

* The decision mechanisms of the selected models were interpreted using SHAP analysis.
» Comparable performance was maintained with fewer variables.

Article Info Abstract

In this study, the effects of different feature selection methods on classification performance were examined
using two distinct datasets. In this context, different feature subsets were created using the mutual
Received: 17/03/2026 information method—which represents a filter-based approach—as well as L1 regularization and tree-based
Accepted: 24/04/2026 variable importance measures, which represent embedded approaches. The resulting feature subsets were
evaluated using L2-regularized logistic regression and Random Forest classification models. To prevent
data leakage during the experimental process, the preprocessing and feature selection steps were learned

Keywords only from the training data within a repeated cross-validation framework, and the same transformations

were subsequently applied to the test data. Model performance was evaluated using accuracy, F1-score, and
Feature selection, ROC-AUC metrics. The results showed that reducing the number of variables in the first dataset (Adult) did
Machine learning, not lead to a substantial change in performance, whereas in the second dataset (Heart), performance
Classification, differences became more pronounced depending on the selected feature subsets. These findings indicate that
SHAP, the impact of feature selection methods may vary depending on dataset characteristics and the modeling
Model interpretability approach used. In addition, SHAP analysis conducted on the best-performing models for both datasets

enabled interpretation of the variables that influence model predictions.
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1. GIRIS

Makine Ogrenmesi yontemleri son yillarda bir¢ok alanda siniflandirma ve tahmin problemlerinin
¢dzlimiinde yaygin olarak kullanilmaktadir. Bununla birlikte gergek diinya veri setleri ¢ogu zaman yiiksek
boyutlu olmakta ve veri i¢indeki tiim degiskenler model performansina ayni 6l¢iide katki saglamamaktadir.
Bu durum model karmasikliginin artmasina, hesaplama maliyetinin yiikselmesine ve asir1 6grenme
(overfitting) gibi problemlerin ortaya ¢ikmasina yol agabilmektedir. Bu nedenle makine 6grenmesi
uygulamalarinda model egitimi 6ncesinde en bilgilendirici degiskenlerin belirlenmesi 6nemli bir arastirma
konusu haline gelmistir. Bu amagla gelistirilen 6zellik se¢imi (feature selection) yontemleri, veri igindeki
gereksiz veya diigiik bilgi iceren degiskenlerin elenmesine yardimci olarak daha sade ve daha iyi genelleme
performansi gosterebilen modellerin kurulmasina katkida bulunur [1].

Ozellik secimi yontemleri genel olarak filtre (filter), sarmal (wrapper) ve gémiili (embedded) yontemler
olmak lizere ii¢ ana grupta incelenmektedir [1]. Filtre yontemleri degiskenler ile hedef degisken arasindaki
istatistiksel iligkilere dayanarak modelden bagimsiz bigimde 6zellik degerlendirmesi yaparken, gomiilii
yontemler degisken secimini dogrudan model 6grenme siirecinin bir pargasi olarak gerceklestirmektedir.
Filtre yontemlerine Ornek olarak karsilikli bilgi (mutual information) tabanli yaklasimlar siklikla
kullanilmaktadir. Karsilikli bilgi 6l¢iitli, bir degiskenin hedef degisken hakkinda tasidig: bilgi miktarim
Olcerek degiskenlerin 6nem siralamasini belirlemeye imkan saglamaktadir [2, 3]. Buna karsilik gémiilii
yontemler arasinda L1 diizenlilestirmeye dayali yaklagimlar ve aga¢ tabanli modeller tarafindan iiretilen
degisken 6nem olgiileri yaygin olarak kullanilmaktadir. L1 diizenlilestirme bazi model katsayilarini sifira
indirerek degisken se¢imini dogrudan model egitimi sirasinda gerceklestirebilmektedir [4]. Benzer sekilde
Random Forest gibi agac tabanl yontemler de degiskenlerin model tahminlerine katkisini 6l¢en degisken
onem degerleri iiretmekte ve bu olgiiler 6zellik secimi amaciyla kullanilabilmektedir [5, 6].

Ozellik secimi yontemleri cogu zaman farkli siniflandirma algoritmalar ile birlikte degerlendirilmekte ve
elde edilen degisken alt kiimelerinin model performansi {izerindeki etkileri incelenmektedir. Lojistik
regresyon yorumlanabilirligi ve istatistiksel temeli nedeniyle siniflandirma problemlerinde yaygin olarak
kullanilan bir yontemdir [7]. Buna karsilik Random Forest gibi topluluk 6grenme (ensemble learning)
yontemleri dogrusal olmayan iliskileri modelleyebilme kapasitesi sayesinde bir¢ok veri madenciligi
uygulamasinda yiiksek performans gosterebilmektedir [5]. Bu nedenle farkli 6zellik se¢imi yaklagimlarinin
hem dogrusal hem de aga¢ tabanli simiflandirma yontemleri ile birlikte degerlendirilmesi model
performansinin daha kapsamli bicimde incelenmesine yardimci olmaktadir.

Literatirde ozellik se¢imi ve siniflandirma yontemlerinin birlikte degerlendirildigi cesitli galigmalar
bulunmaktadir. Li ve arkadaslar1 [8], 6zellik se¢cimi ydontemlerini veri perspektifinden ele alarak farkli veri
yapilarinda ¢esitli yontemlerin degisken secimi ve model performans: iizerindeki etkilerini kapsamli
bigimde incelemistir. Agac tabanli yontemlere dayali 6zellik se¢imi yaklagimlarina iliskin olarak Diaz-
Uriarte ve Alvarez de Andrés [6], mikroarray veri setleri lizerinde Random Forest tabanli degisken 6nem
Olciilerini kullanarak hem degisken secimi hem de siniflandirma performansim degerlendirmistir. Benzer
sekilde Genuer ve arkadaslar1 [9], Random Forest tabanli degisken secimi yontemlerinin yiliksek boyutlu
veri setlerinde etkili sonuglar tiretebildigini gdstermistir. Fernandez-Delgado ve arkadaslari [10] ise ¢ok
sayida smiflandirma algoritmasini farkli veri setleri lizerinde degerlendirerek 6zellikle ensemble tabanli
yontemlerin bir¢ok problemde giiclii performans gosterebildigini ortaya koymustur.

Makine 6grenmesi modellerinin yalnizca performans Olgiitleri agisindan degil, ayn1 zamanda karar
mekanizmalarinin anlasilabilirligi acisindan da incelenmesi giderek onem kazanmaktadir. Ribeiro ve
arkadaslar1 [11] tarafindan gelistirilen LIME yontemi model tahminlerinin yerel diizeyde agiklanmasini
amaclarken, Lundberg ve Lee [12] tarafindan 6nerilen SHAP yOntemi Shapley degerlerine dayali olarak
model tahminlerinde her bir degiskenin katkisim1 hesaplayan giicli bir agiklanabilirlik yaklagim
sunmaktadir.
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Makine 6grenmesi yontemlerinin farkli uygulama alanlarinda kullanildigi ¢alismalarda da 6zellik segimi
ve degisken dnem analizleri énemli bir rol oynamaktadir. Chicco ve Jurman [13], klinik veriler lizerinde
makine 6grenmesi yontemlerini kullanarak hasta sagkalimini tahmin etmis ve 6zellik 6nem analizleri
sonucunda belirli degiskenlerin model performansi agisindan kritik rol oynadigini géstermistir. Zhou ve
arkadaslar1 [14], karsilikl1 bilgi ile korelasyon katsayisini birlestiren bir 6zellik se¢cimi yontemi 6nermis ve
farkli veri setleri iizerinde yaptiklar1 deneylerde oOnerilen yontemin siniflandirma dogrulugunu
artirabildigini gostermistir. Benzer sekilde Gomez-Martinez ve arkadaslari [15], ensemble 6zellik segimi
yontemlerini veri artirma teknikleri ile birlikte kullanarak siniflandirma performansin artirmay1 hedeflemis
ve elde edilen modellerin yorumlanabilirligini SHAP yontemi ile incelemistir.

Bu ¢aligmada farkli 6zellik se¢imi yontemlerinin siniflandirma performansi tizerindeki etkileri iki veri seti
tizerinde incelenmistir. Bu amagla filtre yaklagimini temsil eden karsilikli bilgi yontemi ile gomili
yontemler arasinda yer alan L1 diizenlilestirme ve agac tabanli degisken 6nem ol¢iisii kullanilarak farkl
ozellik alt kiimeleri olusturulmustur. Elde edilen 6zellik alt kiimeleri L2 diizenlilestirmeli lojistik regresyon
ve Rastgele Orman smiflandirma modelleri ile degerlendirilmistir. Bu calisma, farkli 6zellik segimi
yaklasimlarinin smirli sayida veri seti lizerinde kontrollii bir deneysel yap1 igerisinde karsilagtirilmasini
amaglamaktadir. Ayrica, model se¢im kriteri dogrultusunda belirlenen nihai modeller icin SHAP analizi
gerceklestirilmis ve model tahminlerinde etkili olan degiskenler yorumlanmigtir. Bu kapsamda calisma,
yalnizca model performansini degil, ayn1 zamanda model tahminlerinde etkili olan degiskenleri de birlikte
incelemektedir. Bu yoniiyle ¢alisma, genis Olgekli genelleme yapmayi amaglayan bir karsilastirma
calismasindan ziyade, 6zellik se¢cimi yontemlerinin etkilerini veri seti baglaminda inceleyen bir deneysel
analiz sunmaktadir.

2. MATERYAL VE YONTEM

Bu boéliimde ¢aligmada kullanilan veri setleri, 6n isleme siireci, uygulanan 6zellik se¢imi yaklasimlar1 ve
siniflandirma modelleri agiklanmaktadir. Ayrica deneysel tasarim, performans degerlendirme 6lgiitleri ve
model yorumlanabilirliginin incelenmesinde kullanilan SHAP analizi sunulmaktadir. Tiim analizler R
istatistiksel programlama dili kullanilarak gergeklestirilmis olup kullanilan paketler ilgili alt basliklarda
belirtilmistir.

2.1. Veri Setleri

Bu ¢aligmada, farkli 6zellik se¢imi yontemlerinin siniflandirma performansi tizerindeki etkileri, iki farkli
yapisal 6zellige sahip veri seti lizerinde incelenmistir. Veri setleri orneklem biiyiikligii, degisken tiirleri ve
uygulama alan1 bakimindan farklilik géstermektedir.

Veri setleri OpenML platformu tzerinden temin edilmis olup, Adult veri seti OpenML ID: 1590 ve Heart
veri seti OpenML ID: 53 kimlik numaralar1 kullanilarak elde edilmistir. Bu veri setleri UCI makine
Ogrenmesi veri tabaninda yaygin olarak kullanilan veri setlerinin OpenML {izerindeki temsilleridir.

Adult veri seti (OpenML ID: 1590), bireylerin yillik gelirlerinin 50.000 ABD dolan {izerinde olup
olmadigini gosteren bir siniflandirma problemine dayanmaktadir. Veri seti 48842 gozlem, 14 6zellik ve bir
hedef degiskenden olusmaktadir. Ozellikler hem sayisal hem kategorik yapidadir. Hedef degisken dagilimi
<50K sinifi i¢in 37155, >50K simifi i¢in 11687 gozlem seklindedir.

Heart veri seti (Statlog, OpenML ID: 53), kalp hastaliginin varlig1 (“present”) veya yoklugu (“absent”)
durumunu ifade eden bir siniflandirma problemine dayanmaktadir. Veri seti 270 gozlem, 13 6zellik ve bir
hedef degiskenden olugmaktadir. Ozelliklerin bilyiik boliimii sayisal yapidadir. Hedef degisken dagilimi
hastalik yok sinifi i¢in 150, hastalik var sinifi i¢in 120 gdzlemdir.
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Bu veri setleri, yapisal olarak tabular veri dzellikleri gdstermekte olup, 6zellik secimi yontemlerinin
sistematik olarak degerlendirilmesi agisindan uygun bir deneysel ortam sunmaktadir. Bunun yani sira, bu
veri setleri makine 6grenmesi literatiiriinde farkli siniflandirma ve o6zellik secimi yaklasimlarinin
degerlendirildigi ¢aligmalarda siklikla tercih edilmektedir [16-18].

2.2. On Isleme Siireci

Tiim 6n isleme adimlari ¢apraz dogrulama katmanlar1 igerisinde yalnizca egitim verisi lizerinde 6grenilmis,
test verisine ise egitim verisinden elde edilen parametreler uygulanmistir. Bdylece veri sizintist (data
leakage) onlenmistir.

On isleme siirecinde sayisal degiskenlerde eksik degerler medyan ile doldurulmus, kategorik degiskenlerde
eksik degerler en sik gozlenen kategori ile tamamlanmistir. Medyan ile tamamlama yontemi, ortalama gibi
alternatif yaklagimlara kiyasla u¢ degerlerden daha az etkilenmesi nedeniyle tercih edilmistir. Kategorik
degiskenler, modele yapay bir siralama iligkisi yiiklememek amaciyla one-hot kodlama ile sayisal forma
donistiiriilmiistiir. Varyansi sifir olan degiskenler, ayirt edici bilgi icermemeleri nedeniyle veri setinden
¢ikarilmistir. Son olarak sayisal degiskenler z-skor yontemi kullanilarak standartlagtirilmistir; bu yaklagim
ozellikle diizenlilestirme igeren modellerde degiskenlerin karsilastirilabilir olgeklere getirilmesini
saglamasi nedeniyle tercih edilmistir. Ozellik secimi islemleri bu déniisiimler sonrasinda elde edilen 6zellik
uzay1 lizerinde gerceklestirilmistir.

Adult veri setinde workclass degiskeninde 2799, occupation degiskeninde 2809 ve native.country
degiskeninde 857 olmak iizere bazi kategorik degiskenlerde eksik gozlemler bulundugu tespit edilmistir.
Heart veri setinde ise eksik gbzlem bulunmamaktadir. Uygulanan 6n isleme adimlari sonrasinda Adult veri
setinde oOzellik sayisi 14’ten 106’ya yiikselirken, Heart veri setinde Ozellik sayisinda degisim
gbzlenmemistir. Ayrica her iki veri setinde de varyansi sifir olan bir degiskene rastlanmamustir.

On isleme siirecinin veri setleri iizerindeki etkisi Cizelge 1’de dzetlenmistir. Egitim verisi {izerinden
Ogrenilen eksik deger tamamlama ve doniisiim parametreleri test verisine de ayni sekilde uygulanmistir. Bu
siire¢ sonunda, egitim ve test veri setleri ayni 6zellik uzayinda temsil edilmekte ve degisken yapisi tutarh
bigimde korunmaktadir.

Cizelge 1. On isleme éncesi ve sonrasi veri seti izet bilgileri

Veri Seti Gozlem Ozellik Sayist Ozellik Sayist Hedef Sinif Sumif
Sayisi (6ncesi) (sonrasi) Sayisi Dagilimi
Adult 48842 14 106 2 37155/11687
Heart 270 13 13 2 150/120

Not: Ozellik sayilar1 hedef degisken hari¢ degisken sayisini gostermektedir.
2.3. Ozellik Secimi Yaklasimlar

Bu ¢alismada farkli 6zellik se¢imi yaklagimlarini temsil eden ti¢ yontem uygulanmustir. Segilen yontemler,
literatiirde yaygin olarak kullanilan ve farkli 6zellik se¢imi paradigmasimi temsil eden filtre ve gomiili
yaklagimlar karsilastirmali olarak incelemek amaciyla tercih edilmistir. Bu kapsamda karsilikli bilgi
(Mutual Information) filtre tabanli yaklasimi, L1 diizenlilestirme ve agag¢ tabanli degisken onem olgiileri
ise gomiilii 6zellik se¢imi yaklagimini temsil etmektedir. Her bir yontem igin degiskenler elde edilen 6nem
skorlarina gore siralanmig ve toplam 6zellik sayisinin belirli oranlarina (%25, %50, %75 ve %100) karsilik
gelen sayida en yiiksek skorlu degiskenler secilerek 6zellik alt kiimeleri olusturulmustur. Ayrica herhangi
bir 6zellik secimi uygulanmayan tiim &zelliklerin kullanildigi durum referans senaryo olarak ele alinmustir.

2.3.1. Karsihkh bilgi (Mutual information)

Karsilikli bilgi, bir 6zellik ile hedef degisken arasindaki bilgi paylasimini 6lgen bilgi kuramina dayali bir
filtre yontemidir [19].
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Bu calismada her bir 6zellik i¢in hedef degisken ile karsilikli bilgi degeri hesaplanmis, elde edilen skorlar
azalan sirada diizenlenmis ve belirlenen oranlara gore en yiiksek skorlu 6zellikler secilerek 6zellik alt
kiimeleri olusturulmustur. Karsilikli bilgi hesaplamalar1 “infotheo” paketi ile gerceklestirilmistir.

2.3.2. L1 diizenlilestirme

L1 diizenlilestirme yontemi, lojistik regresyon modeline L1 diizenlilestirme terimi eklenerek katsayilarin
seyreklestirilmesini saglar. Bu yaklagimda kiiciik katsayilar sifira zorlanmakta, boylece gomiilii
(embedded) bir 6zellik se¢imi mekanizmas1 olusmaktadir [4]. Elde edilen katsayilarin mutlak degerleri
kullanilarak degiskenler siralanmig ve belirlenen oranlara gore en yliksek skorlu ozellikler segilmistir.
Model tahminleri ve katsay1 hesaplamalar1 “glmnet” paketi kullanilarak gerceklestirilmistir [17].

2.3.3. Agac tabanh degisken onemi (Tree-based variable importance)

Bu yontemde degiskenler, Rastgele Orman (Random Forest) modeli iizerinden elde edilen degisken 6nem
(variable importance) skorlarina gore siralanmistir [5]. Degisken 6nem degerleri temel alinarak yapilan
siralama sonucunda, belirlenen oranlara gore en yiiksek 6neme sahip 6zellikler secilmistir. Rastgele Orman
tabanli degisken Onem Olciileri 6zellik secimi amaciyla yaygin olarak kullanilmaktadir [5, 6, 9].
Hesaplamalar “ranger” paketi kullanilarak gerceklestirilmistir.

Her 6zellik se¢imi yontemi i¢in belirlenen oranlara gore olusturulan 6zellik alt kiimeleri kullanilarak
siniflandirma modelleri egitilmis ve performans degerlendirmeleri gergeklestirilmistir.

2.4. Simiflandirma Modelleri

Bu calisgmada L2 diizenlilestirmeli lojistik regresyon ve Rastgele Orman olmak iizere iki farkl
siniflandirma modeli kullanilmistir. Bu modeller, dogrusal ve dogrusal olmayan modelleme yaklagimlarini
temsil etmeleri ve makine 6grenmesi literatiiriinde yaygin olarak kullanilan temel yontemler arasinda yer
almalar1 nedeniyle tercih edilmistir. Bu sayede, farkli 6zellik se¢imi yaklasimlarinin hem dogrusal hem de
dogrusal olmayan iliskileri modelleyebilen yapilar {izerindeki etkileri karsilagtirmali olarak incelenmistir.
Ayrica, ¢alismanin odagi 6zellik se¢imi yontemlerinin etkisini degerlendirmek oldugundan, bu dogrultuda
yontemler arasi karsilastirmanin daha kontrollii bir deneysel ¢ercevede gergeklestirilmesi hedeflenmistir.

2.4.1. L2 diizenlilestirmeli lojistik regresyon (L2-regularized logistic regression)

Lojistik regresyon, sinif olasiliklarint dogrusal bir karar sinir1 iizerinden modelleyen ve siniflandirma
problemlerinde yaygin olarak kullanilan bir yontemdir. Calismada model, L2 diizenlilestirme (ridge cezasi)
ile uygulanmigtir. L2 diizenlilestirme katsay1 biiyiikliiklerini sinirlandirarak asir1 uyumu azaltmayi ve
ozellikle ¢coklu baglanti durumlarinda daha kararli tahminler elde etmeyi amaglamaktadir.

Diizenlilestirme parametresi (1), her ¢apraz dogrulama katinda yalnizca egitim verisi kullanilarak i¢ ¢capraz
dogrulama ile belirlenmistir. Model tahminleri “glmnet” paketi araciligiyla gergeklestirilmistir [20].

2.4.2. Rastgele orman (Random forest)

Rastgele Orman, birden fazla karar agacinin rastgele alt drnekleme ve rastgele 6zellik se¢imi mekanizmalar
ile birlestirilmesine dayanan dogrusal olmayan bir siniflandirma yontemidir [5]. Bu yapi, degiskenler arasi
etkilesimlerin bulundugu veri yapilarinda esnek bir modelleme saglar.

Calismada Rastgele Orman modeli “ranger” paketi kullanilarak uygulanmistir [21]. Modelde agag¢ sayisi

300 olarak sabitlenmis ve diger parametreler paket varsayilanlari ile kullanilmistir. Agag sayisi, model
performansi ile hesaplama maliyeti arasinda denge saglayan yaygin bir tercih olarak belirlenmistir.
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Rastgele Orman yontemi bu ¢aligmada iki farkli amagla kullanilmistir: 6zellik se¢imi agsamasinda degisken
Onem siralamasi liretmek amaciyla ve siniflandirma modeli olarak performans karsilastirmalarinda. Bu iki
kullanim, veri sizintisint onlemek amaciyla deneysel siirecin farkli asamalarinda bagimsiz olarak
gerceklestirilmistir.

Her iki siniflandirma modeli de 6zellik se¢imi sonrasinda elde edilen alt kiimeler iizerinde egitilmis ve
performans degerlendirmeleri test verisi tizerinde gerceklestirilmistir.

2.5. Deneysel Tasarim

Bu ¢alismada 6zellik se¢imi ve siniflandirma performansinin giivenilir bigimde degerlendirilmesi amaciyla
tekrarl1 ve tabakali ¢apraz dogrulama yaklasimi uygulanmistir. Deneysel siireg, veri sizintisint 6nleyecek
ve model karsilagtirmalarini tutarl bigcimde gerceklestirecek sekilde yapilandirilmstir.

2.5.1. Capraz dogrulama

Performans degerlendirmesi i¢in 5 katli ve 3 tekrar iceren tekrarli ¢capraz dogrulama (5%3) kullanilmustir.
Her tekrar icerisinde veri bes alt kiimeye ayrilmig, her alt kiime bir kez test verisi olarak kullanilmistir.
Katmanlar sinif dagilimini koruyacak sekilde tabakali olarak olusturulmustur.

Her katmanda 6n isleme ve 6zellik se¢imi adimlari yalnizca egitim verisi iizerinde gerceklestirilmis, test
verisine ise yalnizca egitim verisinden elde edilen doniisiim parametreleri uygulanmigtir. Boylece veri
sizintist engellenmistir. Bu dogrultuda her bir model ve 6zellik se¢imi kombinasyonu i¢in performans
Olgiitleri, ¢apraz dogrulama siireci sonucunda elde edilen toplam 15 test degerlendirmesi (zerinden
hesaplanmustir.

Secilen degisken alt kiimeleri test verisine de ayni sekilde uygulanmis ve model degerlendirmesi yalnizca
bu degiskenler {lizerinden gerceklestirilmistir. Boylece egitim ve test setleri ayni 6zellik alt kiimesi ve
doniigiim yapist ile tutarli bigimde degerlendirilmistir.

2.5.2. Oran bazh degisken azaltma

Her ozellik se¢imi yontemi i¢in degiskenler énem siralamasina gore diizenlenmis ve toplam o&zellik
sayisinin belirli oranlarina karsilik gelen alt kiimeler olusturulmustur. Calismada %25, %50, %75 ve tim
ozellikler (%100, referans senaryo) olmak iizere dort farkli oran degerlendirilmistir. Ozellik sayismin bu
oranlara tam olarak karsilik gelmedigi durumlarda, segilecek degisken sayisi toplam 6zellik sayis1 ile ilgili
oranin ¢arpimi sonucu elde edilen degerin en yakin tam sayiya yuvarlanmasi ile belirlenmistir.

Bu yaklagim sayesinde degisken sayisinin sistematik bigimde azaltilmasinin model performansi tizerindeki
etkisi incelenmistir.

2.5.3. Model se¢im kriteri

Her 0Ozellik se¢imi yontemi, degisken orami ve siniflandirma modeli kombinasyonu i¢in elde edilen
performans degerleri kullanilarak ortalama + standart sapma hesaplanmistir. On isleme adimlarina bagh
olarak bazi katmanlarda toplam 6zellik sayisinin degisebilmesi nedeniyle, belirli oranlara karsilik gelen
secilen Ozellik sayis1 kiigiik farkliliklar gosterebilmistir. Bu nedenle performans Olgiitleri, ilgili
kombinasyonlar i¢in ¢apraz dogrulama siireci boyunca elde edilen tiim degerlendirme sonuglar1 dikkate
alinarak hesaplanmigtir.

Performans degerlendirmesinde birden fazla 6lgiit birlikte dikkate alinmistir (bkz. B6liim 2.6). Ortalama
performans degerleri birbirine oldukg¢a yakin olan modeller arasinda daha az sayida degisken iceren yapi
tercih edilmistir. Bu yaklagim, benzer performans diizeyini korurken daha sade ve yorumlanabilir modeller
elde etmeyi amacglamaktadir.
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Yukarida agiklanan deneysel siireg, 6zellik se¢imi, model egitimi ve performans degerlendirme adimlarinin
bir batin olarak yuratulmesini igermektedir. Bu siirecin tiim adimlarini 6zetleyen algoritmik yapi
Algoritma 1’de sunulmustur.

2.6. Performans Olgiitleri

Model performansimin degerlendirilmesinde dogruluk (Accuracy), F1-skoru ve ROC-AUC odlgitleri
kullanilmigtir. Farkli dlgiitlerin birlikte incelenmesi, 6zellikle simif dagiliminin tam dengeli olmadig: veri
yapilarinda daha giivenilir bir degerlendirme sunmaktadir. Bu o6lgiitler asagida ayrintili olarak
agiklanmaktadir.

2.6.1. Dogruluk (Accuracy)

Dogruluk, dogru siniflandirilan gzlemlerin toplam gdzlem sayisina orani olarak tanimlanir:

DP+DN

Dogruluk = DP+DN+YP+YN (1)

Bu ifadede,

DP (Dogru Pozitif): Pozitif sinifa ait olup dogru siniflandirilan gézlemler,

DN (Dogru Negatif): Negatif sinifa ait olup dogru siniflandirilan gézlemler,

YP (Yanlis Pozitif): Negatif sinifa ait olup pozitif olarak siniflandirilan gézlemler,
YN (Yanlis Negatif): Pozitif sinifa ait olup negatif olarak siniflandirilan gézlemlerdir.

Dogruluk 6l¢iitii genel basar1 oranin1 yansitmakla birlikte, sinif dagiliminin dengesiz oldugu durumlarda
degerlendirme i¢in tek basina yeterli olmayabilir.

2.6.2. F1-Skoru

F1-skoru, kesinlik (precision) ve duyarliligin (recall) harmonik ortalamasidir:

_ 2x(KesinlikxDuyarlilik)

F1= Kesinlik+Duyarlilik (2)
Kesinlik ve duyarlilik asagidaki sekilde tanimlanir:
Kesinlik = —2— (3)
DP+YP
DP
Duyarlilik = FyRTE (@)

F1-skoru, 6zellikle siniflardan birinin daha az temsil edildigi veri yapilarinda modelin performansim daha
dengeli bicimde yansitmaktadir [22].

2.6.3. ROC-AUC
ROC (Receiver Operating Characteristic) egrisi, dogru pozitif orani ile yanlis pozitif orani arasindaki
iliskiyi farkl esik degerleri altinda gosterir. ROC egrisi altinda kalan alan (AUC), modelin siniflar1 ayirt

etme yetenegini 6zetleyen esik-bagimsiz bir performans dl¢iitiidiir [23].

AUC degeri 0,5 ile 1 arasinda degisir; daha yliksek degerler modelin siniflar1 ayirt etme giiciiniin arttigini
gosterir.

Tiim performans 6l¢iitleri gapraz dogrulama tekrarlar: boyunca hesaplanmis ve sonuglar ortalama + standart
sapma bigiminde raporlanmistir.

45



Derya Turfan Ugurlu | GUFFD, 7(1): 39-56 (2026)

2.7. Aciklanabilirlik Analizi (SHAP)

Bu calismada model performansi yalnizca sayisal olciitlerle degil, segilen 6zelliklerin tahminlere katkist
acisindan da degerlendirilmistir. SHAP (Shapley Additive ExPlanations), isbirlik¢i oyun teorisindeki
Shapley degerine dayali olarak, her bir 6zelligin model tahmini iizerindeki katkisin1 hesaplayan bir

aciklanabilirlik yontemidir [12, 24].

Bu ¢alismada SHAP analizi, model se¢im kriterine gore belirlenen nihai siniflandirma modeli lizerinde

uygulanmis ve degiskenlerin kiiresel O6nem diizeyi ortalama mutlak SHAP degerleri kullanilarak
degerlendirilmistir. Analiz, model performansini karsilagtirmak amaciyla degil, segilen modelin tahmin

stirecinde hangi degiskenlerin ne 6l¢iide etkili oldugunu incelemek amaciyla gergeklestirilmistir.

Degisken katkilarinin gorsellestirilmesinde SHAP 6zet grafigi (beeswarm) tercih edilmis olup elde edilen

gorseller ve yorumlar Bulgular boliimiinde sunulmustur.

Algoritma 1. Ozellik se¢imi ve simiflandirma icin deneysel siire¢

Girdi:
o VerisetiD = (X,y)
e Ogzellik oranlar1 R = {0.25,0.50,0.75, 1.00}
o Ozellik secimi yaklagimlari
M = {Karsilikh Bilgi, L1 diizenlilestirme, Aga¢ tabanli 6nem}
e Smiflandiricilar € = {L2 diizenlilestirmeli Lojistik Regresyon, Rastgele Orman}
e Capraz dogrulama parametreleri T (tekrar sayist), K (kat sayist)

Cikt1:

e Her (m,r,c) icin performans élgutleri (ortalama + standart sapma)
o Secilen model icin SHAP gorselleri

Adimlar

1. Sonug kimesini S « @ olarak baslat.
2. Tekrarh ve tabakali K-katli capraz dogrulama bdliinmelerini olustur
{(Egitim,, Testyy )}, t=1,...,T; k=1,..,K
3. Hertekrart =1,...,T veherkatk =1,..,K icin:
3.1 Veriyi egitim ve test olarak ayir.
3.2 Egitim verisi iizerinde 0n islem uygula (eksik deger doldurma, one-hot kodlama, sifir varyansh
degiskenlerin ¢ikarilmasi ve standartlagtirma)
3.3 Egitim verisinden 6grenilen parametreleri test verisine uygula.
3.4 p « egitim verisi lizerinde doniisiim sonrasi toplam 6zellik sayis1
3.5 Her 6zellik se¢imi yontemi m € M ve heroranr € R igin:
a) k, « max(1,yuvarla(r x p))
b) Egitim verisi tizerinde m yontemi ile en yuksek skorlu k,. 6zelligi seg.
c) Secilen 6zellikler kullanilarak egitim ve test alt veri kiimelerini olustur.
d) Her simflandirici igin ¢ € C:
i. Modeli egitim verisinde egit.
ii. Test verisinde tahmin Uret.
iii. Dogruluk, F1 ve ROC-AUC hesapla.
iv. Sonuglar1 S’ye ekle.
4. Tum tekrarlar tamamlandiktan sonra her (m, r, ¢) igin performans olgttlerini
Ortalama + Standart Sapma bigiminde hesapla.
5. Model secim kriterine gore belirlenen en iyi model ve ilgili dzellik alt kiimesi lizerinde SHAP analizi
gerceklestir ve degigken katkilarii gorsellestir
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3. BULGULAR

Bu bolumde Adult ve Heart veri setleri iizerinde gerceklestirilen deneysel analizlerin sonuglari
sunulmaktadir. Performans degerlendirmeleri dogruluk, F1-skoru ve ROC-AUC o&lgiitleri kullanilarak
gergeklestirilmis ve sonuglar tekrarli ¢apraz dogrulama siirecinden elde edilen ortalama ve standart sapma
degerleri ile raporlanmuistir.

3.1. Adult Veri Seti Sonuclar

Adult veri seti i¢in farkli 6zellik se¢imi yontemleri, degisken oranlar1 ve siniflandirma modelleri ile elde
edilen performans sonuglar Cizelge 2’de sunulmustur.

Cizelge 2. Adult veri seti icin farkli ozellik secimi yontemleri ve degisken oranlarina gére suniflandirma

performansi
Ozellik segimi Oran Smmflandirma  Dogruluk F1-skoru ROC-AUC
yontemi modeli
Tiim degiskenler 1 L2 0,847 (0,003) 0,635 (0,008) 0,900 (0,003)
L1 0,25 L2 0,845 (0,004) 0,627 (0,011) 0,900 (0,003)
L1 0,5 L2 0,846 (0,004) 0,630 (0,011) 0,900 (0,003)
L1 0,75 L2 0,846 (0,003) 0,629 (0,007) 0,900 (0,003)
Karsilikl bilgi 0,25 L2 0,842 (0,004) 0,616 (0,011) 0,896 (0,004)
Karsilikl bilgi 0,5 L2 0,846 (0,003) 0,630 (0,010) 0,900 (0,003)
Karsilikl bilgi 0,75 L2 0,847 (0,003) 0,635 (0,008) 0,900 (0,003)
Agag tabanli 6nem 0,25 L2 0,843 (0,004) 0,619 (0,011) 0,897 (0,004)
Agac tabanli 6nem 0,5 L2 0,846 (0,004) 0,632 (0,012) 0,900 (0,003)
Agag tabanli 6nem 0,75 L2 0,847 (0,003) 0,635 (0,008) 0,900 (0,003)
Tiim degiskenler 1 RO 0,866 (0,002) 0,687 (0,005) 0,918 (0,003)
L1 0,25 RO 0,867 (0,003) 0,692 (0,009) 0,919 (0,003)
L1 0,5 RO 0,867 (0,003) 0,692 (0,009) 0,920 (0,003)
L1 0,75 RO 0,867 (0,002) 0,687 (0,007) 0,919 (0,003)
Karsilikl bilgi 0,25 RO 0,862 (0,003) 0,671 (0,008) 0,917 (0,003)
Karsilikh bilgi 0,5 RO 0,865 (0,003) 0,685 (0,007) 0,918 (0,003)
Karsilikh bilgi 0,75 RO 0,866 (0,002) 0,688 (0,005) 0,918 (0,003)
Agag tabanli 6nem 0,25 RO 0,864 (0,003) 0,679 (0,008) 0,917 (0,003)
Agag tabanli 6nem 0,5 RO 0,866 (0,003) 0,690 (0,008) 0,918 (0,003)
Agac tabanli 6nem 0,75 RO 0,866 (0,002) 0,688 (0,005) 0,918 (0,003)

L1: L1 diizenlilestirme; L2: L2 Diizenlilestirmeli Lojistik Regresyon; RO: Rastgele Orman

Not: Parantez igindeki degerler tekrarli capraz dogrulama sonuglarina ait standart sapmalar1 gostermektedir.

Sonuglar incelendiginde Rastgele Orman modelinin ¢ogu senaryoda L2 diizenlilestirmeli lojistik regresyon
modeline kiyasla daha yiiksek performans degerleri iirettigi goriilmektedir. Referans senaryoda (tiim
degiskenlerin kullanildigi durum) Rastgele Orman modeli i¢in dogruluk, F1-skoru ve ROC-AUC degerleri
sirastyla 0,866; 0,687 ve 0,918 olarak elde edilmistir. L2 diizenlilestirmeli lojistik regresyon modeli igin ise
ayni Olgiitler sirasiyla 0,847; 0,635 ve 0,900 olarak hesaplanmugtir.
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Ozellik se¢imi yéntemlerinin performans iizerindeki etkisi degerlendirildiginde, farkli yontemler arasinda
performans agisindan belirgin ve tutarli bir tistiinliik gézlenmemektedir. L1 diizenlilestirme, karsilikli bilgi
ve agag tabanli 6nem yaklasimlari ile elde edilen performans degerleri genel olarak birbirine olduk¢a yakin
diizeydedir.

Degisken sayisinin azaltilmasi agisindan degerlendirildiginde, %25, %50 ve %75 oranlarinda olusturulan
Ozellik alt kiimeleri ile elde edilen performans degerlerinin referans senaryoya olduk¢a yakin oldugu
goriilmektedir. Bu durum Adult veri setinde model performansinin daha kiigiik 6zellik alt kiimeleri
kullanilarak da biiyiik 6l¢iide korunabildigini gostermektedir.

Bununla birlikte, gozlenen performans farklarimin standart sapma degerleri dikkate alindiginda sinirh
diizeyde oldugu goriilmektedir. Bu durum, yontemler arasinda istatistiksel olarak anlamli bir fark

bulunmayabilecegine isaret etmektedir.

Bu nedenle, Adult veri setinde benzer performans degerleri elde edildiginden, model se¢imi performanstan
ziyade degisken sayisin1 minimize etme kriterine dayali olarak gerceklestirilmistir.

3.2. Heart Veri Seti Sonuglari
Heart veri seti igin farkli 6zellik se¢imi yontemleri, degisken oranlar1 ve siniflandirma modelleri ile elde

edilen performans sonuglar1 Cizelge 3’te sunulmustur.

Cizelge 3. Heart veri seti icin farkii dzellik secimi yontemleri ve degisken oranlarina gore simiflandirma

performansi
Ozellik segimi Oran Smiflandirma  Dogruluk F1-skoru ROC-AUC
yéntemi modeli
Tiim degiskenler 1 L2 0,846 (0,027) 0,820 (0,032) 0,908 (0,034)
L1 0,25 L2 0,795 (0,042) 0,764 (0,050) 0,869 (0,045)
L1 05 L2 0,828 (0,042) 0,802 (0,050) 0,888 (0,040)
L1 0,75 L2 0,844 (0,030) 0,818 (0,035) 0,899 (0,035)
Karstlikl1 bilgi 0,25 L2 0,804 (0,039) 0,772 (0,050) 0,868 (0,039)
Karstlikl1 bilgi 05 L2 0,847 (0,035) 0,821 (0,043) 0,899 (0,039)
Karsiliklt bilgi 0,75 L2 0,849 (0,036) 0,827 (0,042) 0,906 (0,034)
Agag tabanli 5nem 0,25 L2 0,802 (0,042) 0,768 (0,054) 0,860 (0,043)
Agag tabanli 6nem 0,5 L2 0,838 (0,037) 0,811 (0,049) 0,895 (0,036)
Agag tabanli 6nem 0,75 L2 0,840 (0,035) 0,811 (0,039) 0,891 (0,036)
Tiim degiskenler 1 RO 0,842 (0,035) 0,815 (0,039) 0,905 (0,034)
L1 0,25 RO 0,841 (0,057) 0,820 (0,057) 0,871 (0,042)
L1 0,5 RO 0,822 (0,037) 0,792 (0,045) 0,890 (0,038)
L1 0,75 RO 0838(0,032) 0,813(0,038) 0,897 (0,036)
Karsiliklt bilgi 0,25 RO 0,825(0,067)  0,795(0,077) 0,868 (0,037)
Karsilikls bilgi 05 RO 0,822 (0,036) 0,793 (0,044) 0,900 (0,038)
Karsilikls bilgi 0,75 RO 0,837 (0,037) 0,812 (0,043) 0,906 (0,033)
Agag tabanli nem 0,25 RO 0,807 (0,052) 0,771 (0,060) 0,856 (0,035)
Agag tabanli nem 05 RO 0,827 (0,043) 0,798 (0,052) 0,893 (0,039)
Agag tabanli 6nem 0,75 RO 0,831 (0,036) 0,802 (0,044) 0,895 (0,034)

L1: L1 diizenlilestirme; L2: L2 Diizenlilestirmeli Lojistik Regresyon; RO: Rastgele Orman
Not: Parantez i¢indeki degerler tekrarli capraz dogrulama sonuglarina ait standart sapmalar1 gostermektedir.
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Adult veri setinden farkli olarak bu veri setinde, L2 diizenlilestirmeli lojistik regresyon modelinin birgok
senaryoda Rastgele Orman modeli ile benzer veya yer yer daha yiiksek performans degerleri iirettigi
goriilmektedir. Referans senaryoda (tiim degiskenlerin kullanildig1 durum) lojistik regresyon modeli i¢in
dogruluk, F1-skoru ve ROC-AUC degerleri sirasiyla 0,846; 0,820 ve 0,908 olarak elde edilirken, Rastgele
Orman modeli i¢in bu degerler sirasiyla 0,842; 0,815 ve 0,905 olarak hesaplanmistir.

Ozellik se¢imi yontemlerinin performans iizerindeki etkisi degerlendirildiginde, degisken sayisinimn énemli
Olcide azaltildigi bazi senaryolarda performans degerlerinde diisiis gozlendigi dikkat ¢ekmektedir.
Ozellikle degiskenlerin %25 oraninda segildigi durumlarda dogruluk ve Fl-skoru degerlerinin diger
oranlara kiyasla daha diigiik oldugu goriilmektedir.

Buna karsilik degiskenlerin yaklasik %50—%75 oraninda korundugu 6zellik alt kiimelerinde elde edilen
performans degerleri referans senaryoya oldukca yakin diizeydedir. Ozellikle karsilikli bilgi yontemi ile
degiskenlerin %75’inin segildigi durumda lojistik regresyon modeli en yiiksek dogruluk degerine
ulagsmistir. Bu nedenle, Heart veri setinde model secimi, dogrudan performans 6lgiitlerine dayali olarak
gerceklestirilmistir.

Bu sonuglar, Heart veri setinde ¢ok kiicliik ozellik alt kiimelerinin model performansini olumsuz
etkileyebilecegini, ancak degiskenlerin biiylik boliimiiniin korundugu senaryolarda benzer performans
degerlerinin elde edilebildigini gostermektedir.

Standart sapma degerlerinin Adult veri setine kiyasla daha yiiksek olmasi, Heart veri setinin daha kiigiik
orneklem buyikligiine sahip olmasindan kaynaklanan varyans artigina isaret etmektedir.

3.3. SHAP Analizi

Adult ve Heart veri setleri i¢in elde edilen sonuglar birlikte degerlendirildiginde, Boliim 2.5.3’te agiklanan
model secim kriteri dikkate alinarak SHAP analizinde kullanilacak modeller belirlenmistir. Performans
degerlerinin birbirine olduk¢a yakin oldugu senaryolarda, model karmasikligin1 azaltmak amaciyla daha az
sayida degisken iceren yapi tercih edilmistir. Performans agisindan belirgin bigimde 6ne ¢ikan durumlarda
ise en yiliksek performans degerini iireten model secilmistir. Bu dogrultuda analiz i¢in segilen modeller
Cizelge 4’te gosterilmistir. SHAP analizi, her veri seti i¢in segilen nihai modelin egitildigi 6zellik alt kiimesi
Uzerinde gerceklestirilmistir.

Cizelge 4. SHAP analizi icin secilen modeller

Veri seti | Ozellik secimi yontemi Oran | Smiflandirma modeli | Secim gerekgesi
Adult L1 diizenlilestirme 0,25 Rastgele Orman Benzer performans, daha az
degisken
Heart Kargilikli bilgi 0,75 L2 diizenlilestirmeli | En ylksek performans
lojistik regresyon

Adult veri seti i¢in benzer performans degerleri iireten modeller arasinda daha az sayida degisken igeren
Rastgele Orman + L1 (%25) kombinasyonu tercih edilmis, Heart veri seti igin ise en ylksek performans
degerini saglayan L2 diizenlilestirmeli lojistik regresyon + Karsilikli bilgi (%75) modeli secilmistir. Segilen
modeller i¢in elde edilen SHAP sonuglari, degiskenlerin model tahminlerine katkisini incelemek amaciyla
degerlendirilmistir. Bu kapsamda degiskenlerin 6nem siralarini ve tahmin iizerindeki yonsel etkilerini
birlikte gdstermesi nedeniyle SHAP 6zet grafigi olarak ari siiriisii grafigi (beeswarm) kullanilmistir.

Bu kapsamda, SHAP analizi sonucunda Adult veri setinde model 24 degisken, Heart veri setinde ise 10
degisken iizerinden egitilmis ve degerlendirilmistir. SHAP degerleri bu segilen degiskenlerin tamamui igin
hesaplanmistir. Ancak gorsel sunum asamasinda, yorumlanabilirligi artirmak amaciyla degiskenlerin
tamamu yerine en yiiksek katkiya sahip olanlar gosterilmistir. Bu dogrultuda, Cizelge 5°te her iki veri seti
i¢in karsilastirilabilirligi saglamak amaciyla ortalama mutlak SHAP degerine gore en yiiksek katkiya sahip
ilk 10 degisken ile bunlarin Tiirk¢e karsiliklari sunulmustur.
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Ar siiriisii grafiklerinde ise Adult veri seti i¢in daha yiiksek sayida degisken arasindan gorsel olarak ayirt
edilebilirligi koruyacak optimal sayida degisken gosterilirken, Heart veri setinde degisken sayisinin siirl
olmasi nedeniyle secilen degiskenlerin tamami grafikte yer almaktadir.

Cizelge 5. SHAP analizine gore secilen en yiiksek katkiya sahip ilk 10 degisken ve Tiirkge karsiliklar:

Sira | Adult Veri Seti Degiskeni  Tiirkce karsihig Heart Veri Seti Degiskeni Turkge karsihg
1 | marital.statusMarried-civ-  Evli (es ile birlikte) | number_of_major_vessels Major damar sayist
spouse
2 | education.num Egitim diizeyi thal Talasemi sonucu
3 | capital.gain Sermaye kazanci chest Gogiis agrist tipi
4 | age Yas sex Cinsiyet
5 | hours.per.week Haftalik ¢alisma exercise_induced_angina Egzersize bagli anjina
suresi
6 | marital.statusNever- Hig evlenmemis oldpeak ST depresyonu
married
7 | occupationExec- Yonetici/ust diizey maximum_heart_rate_ Maksimum kalp atig
managerial meslek achieved hiz1
8 | capital.loss Sermaye kayb1 serum_cholesterol Serum Kolesterol
9 | sexMale Erkek slope ST segment egimi
10 | occupationOther-service Diger hizmet age Yas
meslekleri

Sekil 1’de Adult veri seti i¢in elde edilen SHAP ar siiriisti grafigi sunulmaktadir. SHAP 6zet grafiginde x
ekseni, ilgili degiskenin model tahmini iizerindeki katki yoniinii ve biiyiikliiglinii gostermektedir. Renkler
ise degisken degerinin diisiik (mor) ve yiiksek (sar1) oldugu durumlari temsil ederek, degisken degerinin
artig1 ile tahmin lizerindeki etkinin yoniinii ortaya koymaktadir. Grafik incelendiginde model tahminlerine
en yiiksek katkiyr saglayan degiskenlerin basinda medeni durum (marital.status), egitim diizeyi
(education.num), sermaye kazanci (capital.gain) ve yas (age) degiskenlerinin geldigi goriilmektedir.
Ozellikle medeni durum degiskenine ait evli (Married-civ-spouse) kategorisinde yer alan gozlemlerin
biiylik 6lgtide pozitif SHAP degerleri ile iliskili oldugu dikkat gekmektedir. Bu durum, ilgili kategoride yer
alan gdzlemlerin model tarafindan yiiksek gelir smnifi ile daha giglii bigimde iliskilendirildigini
gostermektedir. Benzer sekilde egitim diizeyini temsil eden education.num degiskeninde daha yiiksek
degerlerin cogunlukla pozitif SHAP katkilari ile iligkili oldugu gériilmektedir. Ayrica, baz1 degiskenlerde
diisiik degerlerin negatif SHAP katkilar ile iliskilendigi goriilmekte olup, bu durum modelin karar
mekanizmasinin degisken degerine duyarli oldugunu gostermektedir. Bunun yani sira sermaye kazanci
(capital.gain) ve haftalik ¢alisma stiresi (hours.per.week) gibi ekonomik gostergelerin de model tahminleri
iizerinde belirgin bir etkisi oldugu gozlenmektedir. Bu durum, ilgili degiskenlerin yalmzca onemli
olmadigini, ayn1 zamanda deger diizeylerine bagli olarak model tahminleri {izerinde yonsel bir etki
olusturabildigini gostermektedir.

Genel olarak degerlendirildiginde, Adult veri setinde yiiksek gelir tahminlerinin demografik ve
sosyoekonomik ozelliklerle iliskilendirildigi goriilmektedir. Bu bulgular, Adult veri seti ilizerinde
gerceklestirilen 6nceki makine 6grenmesi ¢aligmalarinda egitim diizeyi, sermaye kazanci ve demografik
degiskenlerin gelir tahmini agisindan ayirt edici 6zellikler arasinda yer aldigin1 gosteren sonuglarla genel
olarak uyumludur [25]. Ayrica SHAP tabanli yorumlanabilirlik yaklagimlariin tabular veri setlerinde
degisken katkilarimin analiz edilmesinde yaygin olarak kullanildig1 bilinmektedir [12].
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Sekil 1. Adult veri seti icin SHAP ari siiriisti grafigi

Sekil 2°de Heart veri seti igin elde edilen SHAP ar siiriisii grafigi sunulmaktadir. Grafik incelendiginde
model tahminlerine en yiiksek katkiy1 saglayan degiskenlerin basinda major damar sayisi
(number of major vessels), talasemi sonucu, gogiis agrisi tipi (chest) ve cinsiyet (sex) degiskenlerinin
geldigi goriilmektedir. Ozellikle major damar sayisi degiskeninin genis bir SHAP deger aralifma sahip
oldugu, hem pozitif hem negatif yonde giiclii katkilar iiretti§i ve model tahminleri iizerinde belirgin bir
etkiye sahip oldugu dikkat ¢ekmektedir. Bu durum, ilgili degiskenin model karar siirecinde yliksek ayirt
edicilige sahip oldugunu gostermektedir. Benzer sekilde talasemi ve gogiis agrist tipi degiskenlerinin de
model ¢iktis1 iizerinde 6nemli katkilar sagladig1 gézlenmektedir. Bunun yani sira egzersize bagl anjina
(exercise_induced angina), ST  depresyonu (oldpeak) ve maksimum kalp atis hiz1
(maximum_heart rate achieved) gibi degiskenlerin de model tahminlerine anlamli katkilar sundugu
goriilmektedir. Genis SHAP deger araligina sahip degiskenler, modelin karar siirecinde daha ayirt edici bir
rol Ustlenmektedir.

Genel olarak degerlendirildiginde, Heart veri setinde model tahminlerinin biiyiik 6l¢iide kardiyovaskiiler
durumla iligkili klinik gostergeler tarafindan sekillendigi anlasilmaktadir. Bu bulgular, kalp hastalig
tanisina yonelik klasik klinik ¢aligmalarda kullanilan degiskenlerle genel olarak uyumludur. Detrano ve
arkadaglar1 [26] tarafindan gelistirilen tan1 modelinde damar sayisi, gogiis agrisi tipi ve egzersize bagl
anjina gibi degiskenler koroner arter hastaliginin degerlendirilmesinde kullanilan 6nemli klinik gostergeler
arasinda yer almaktadir.
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Sekil 2. Heart veri seti icin SHAP ar1 siiriisii grafigi

4. TARTISMA

Bu calismada farkli 6zellik se¢imi yontemlerinin siniflandirma performansi tizerindeki etkileri iki farkli
veri yapisina sahip veri seti lizerinde incelenmis ve se¢ilen modellerin karar mekanizmalart SHAP analizi
kullanilarak yorumlanmustir. Elde edilen bulgular, incelenen veri setleri baglaminda, 6zellik sec¢imi
yontemlerinin model performansi tizerindeki etkisinin veri setinin yapisina bagli olarak farklilasabildigine
isaret etmektedir. Bu durum, 6zellik se¢imi ydntemlerinin veri dagilimi ve Orneklem yapisindaki
degisimlere duyarl sonuglar iiretebildigini vurgulayan ¢alismalarla da 6rtiismektedir [27, 28].

Bu ¢alismada kullanilan 6zellik se¢imi yontemleri, filtre ve gomiilii yaklasimlar1 temsil edecek sekilde
secilmis olup farkli ozellik se¢imi paradigmasimin siiflandirma performansi iizerindeki etkilerinin
karsilastirmali olarak incelenmesi amaglanmistir. Model performans: degerlendirilirken yalnizca dogruluk
Olciitiine baglh kalinmamis, sinif dengesizliginin olas1 etkisini daha dengeli bigimde degerlendirebilmek
amactyla F1-skoru ve ROC-AUC 0lgutleri de birlikte raporlanmistir.

Bu yaklasim, 6zellikle Adult veri seti gibi literatlirde yaygin bigimde kullanilan veri yapilarinda model
performansinin daha dengeli ve ¢ok boyutlu bi¢imde degerlendirilmesine katki saglamaktadir [17, 29].

Adult veri seti i¢in elde edilen sonuglar incelendiginde, farkli 6zellik se¢imi yontemleri ve degisken oranlart
kullanildiginda model performansinda belirgin bir degisim olusmadig: goriilmektedir. Ozellikle Rastgele
Orman modelinin tiim senaryolarda benzer dogruluk, F1 ve ROC-AUC degerleri tirettigi gézlenmistir. Bu
durum Adult veri setinde yliksek gelir tahmininin biiyiik 6l¢iide kullanilan siniflandirma algoritmasinin
Ogrenme kapasitesine bagli oldugunu ve degisken sayisinin azaltilmasinin performansi 6nemli 6lglide
etkilemedigini gostermektedir.
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Bu bulgu, Adult veri seti iizerinde yapilan giincel ¢alismalarla da benzer sekilde rapor edilmistir. Ozellikle
Sena ve Machado [17] c¢alismasinda, modele dahil edilen hassas degiskenlerin c¢ikarilmasi veya
eklenmesinin performans 6l¢iitleri iizerinde yalnizca sinirli degisiklikler olusturdugu, buna karsin model
ciktilarinda daha ¢ok adalet (fairness) metriklerinin etkilendigi gosterilmistir. Bu durum, Adult veri setinde
tahmin giicliniin belirli bir degisken alt kiimesine yogunlasmadigini, aksine ¢ok sayida degisken arasinda
dagildigini gostermektedir.

Adult veri setinin literatiirde yaygin ve tekrar tekrar kullanilan bir karsilastirma veri seti olmasi, burada
gbzlenen gorece stabil performans yapisinin veri setinin dogas ile iligkili olabilecegini diisiindiirmektedir
[17, 29]. Bu baglamda, Adult veri setinin yiiksek diizeyde degisken fazlalig1 (redundancy) iceren bir yap1
sergiledigi ve bu nedenle farkli 6zellik se¢imi yontemlerinin benzer performans sonuglarina ulasabildigi
sOylenebilir. Bu tiir veri yapilarinda farkli 6zellik se¢imi yontemlerinin benzer performans tiretmesine
ragmen secilen alt degisken kiimelerinin farklilasabilmesi, 6zellik se¢imi siireclerinin stabilite boyutunun
da dikkate alinmasi gerektigini gostermektedir [27].

Bununla birlikte 6zellik secimi sayesinde daha az sayida degisken kullanilarak benzer performans
degerlerinin elde edilebilmesi, modelin daha sade ve yorumlanabilir hale getirilebilmesi a¢isindan 6nemli
bir avantaj saglamaktadir. Bu durum, performans-yorumlanabilirlik arasindaki dengenin saglanmasi
acisindan 6zellik se¢imi siirecinin pratik dnemini de ortaya koymaktadir.

Bu bulgular, literatiirde farkli 6zellik secimi yontemlerinin benzer performans diizeyleri sunabildigini
ancak secilen degisken alt kiimelerinin farklilagabildigini gosteren ¢alismalarla da paralellik gostermektedir
[27, 28, 30]. Dolayisiyla, ozellik se¢imi yontemleri arasindaki temel farkin ¢cogu zaman performanstan
ziyade secilen degiskenlerin yorumsal anlami ve modelin agiklanabilirligi iizerinde ortaya c¢iktigi
soylenebilir.

Heart veri setinde ise farkli bir yap1 gézlenmistir. Daha kiigiik 6rneklem biiyiikliigline sahip olan bu veri
setinde Ozellik se¢imi yontemlerinin model performans: iizerinde daha belirgin etkiler olusturabildigi
goriilmiistiir. Ozellikle karsilikli bilgi yonteminin %75 degisken orami ile birlikte kullanildigi durumda
lojistik regresyon modelinin en yiiksek performans degerlerine ulagtig1 belirlenmistir.

Bu durum, daha kiiciik ve daha diisiik boyutlu veri setlerinde gereksiz veya giiriiltiilii degiskenlerin model
performans iizerinde daha belirgin bir olumsuz etki olusturabildigini, dolayisiyla 6zellik se¢imi siirecinin
bu tiir veri yapilarinda daha kritik hale geldigini gostermektedir. Bu tir veri setlerinde, egitim verisindeki
kiicik degisimlerin bile secilen degisken alt kimelerini etkileyebilmesi, model performansindaki
dalgalanmalarin daha belirgin hale gelmesine neden olabilmektedir [28].

Bu bulgu, Heart veri seti lizerinde gergeklestirilen ¢aligmalarla model performansinin hem kullanilan
algoritmaya hem de se¢ilen 6zellik alt kiimesine duyarli olabildigini gosteren sonuglarla uyumludur [16,
18].

Ozellikle Shah ve ark. [18] ¢aligmasinda, toplam degisken sayisinin azaltilmasiyla model performansinm
iyilesebildigi ve daha kompakt modellerin daha basarili sonuglar iiretebildigi rapor edilmistir.

Benzer sekilde, Heart veri seti lizerinde gergeklestirilen gesitli ¢alismalarda farkli model ve 6zellik segimi
kombinasyonlarinin performans iizerinde belirgin farkliliklar olusturabildigi rapor edilmistir [31, 32].

Bu sonuglar birlikte degerlendirildiginde, 6zellikle daha kiiglik 6rneklem biiyiikliigiine sahip veri setlerinde
0zellik se¢im siirecinin model performansi agisindan daha kritik bir rol oynayabilecegi anlagilmaktadir.
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SHAP analizi sonuglari, segilen modellerin karar mekanizmalarinin daha ayrintili bigimde incelenmesine
olanak saglamistir. Adult veri setinde en yiiksek katkiya sahip degiskenlerin medeni durum, egitim diizeyi,
sermaye kazanci ve yas gibi demografik ve sosyoekonomik 6zellikler oldugu goriilmiistiir. Bu bulgular,
model tahminlerinin yalmzca istatistiksel iliskilerden degil, ayn1 zamanda anlamli ve yorumlanabilir
degiskenlerden beslendigini gostermektedir. Bu durum, acgiklanabilir yapay zeka yaklagimlarinin model
kararlarinin insan tarafindan anlagilabilir degiskenler iizerinden yorumlanmasinit miimkiin kildigini
vurgulayan ¢aligmalarla da ortiismektedir [12].

Heart veri setinde ise model tahminlerinin majoér damar sayisi, gogiis agrisi tipi ve egzersize bagli anjina
gibi klinik degiskenlerle giiclii bi¢imde iligkilendirildigi goriilmiistiir.

Bu bulgular, kalp hastaligi tahminine yonelik c¢alismalarda bu tir klinik gostergelerin belirleyici rol
oynadigin1 gdsteren dnceki arastirmalarla paralellik gostermektedir. Ozellikle damar sayisi, gdgiis agrist
tipi ve egzersize bagli gostergelerin kalp hastaligi teshisinde kritik belirleyiciler oldugu farkli galigmalarda
da vurgulanmaktadir [18, 31]. Bu sonuglar, klinik veri setlerinde modelin karar siirecinin genellikle tibbi
acidan anlamli degigkenler etrafinda sekillendigini ortaya koyan literatiir ile de uyumludur [16, 18].

Bununla birlikte, SHAP analizinde yalnizca degiskenlerin 6nem siralar1 degil, ayn1 zamanda katki yonii ve
biiylikliigli de dikkate alinarak modelin karar mekanizmasi daha sistematik bicimde yorumlanmistir.
Ozellikle SHAP deger arali1 genis olan degiskenlerin modelin karar siirecinde daha ayirt edici bir rol
ustlendigi goriilmiistiir. Bu ¢ergevede, SHAP degerlerinin isareti degiskenin tahmin iizerindeki yoniinii,
mutlak biiyiikliigii ise katki diizeyini yansitmaktadir. Bu durum, modelin yalnizca degiskenlerin varligina
degil, ayn1 zamanda deger diizeylerine duyarl bir karar yapisi gelistirdigini gostermektedir.

Elde edilen bulgular, farkli 6zellik se¢imi yontemlerinin benzer performans diizeyleri sunabildigini, ancak
hesaplama maliyetleri agisindan farklilik gosterebilecegini diisiindiirmektedir. Bu ¢alismada deneysel stire¢
tekrarlt ¢apraz dogrulama ve ¢oklu model—6zellik secimi kombinasyonlarini igerecek sekilde kapsamli
bigimde kurgulandigindan, hesaplama siiresi dogrudan karsilagtirmali bir 6l¢iit olarak raporlanmamuistir.
Bununla birlikte, 6zellikle biytk veri setleri ve ger¢ek zamanli uygulamalar agisindan yontem segiminde
yalnizca performans degil, hesaplama verimliliginin de dikkate alinmas1 gerektigi agiktir.

Genel olarak degerlendirildiginde bu ¢alisma, farkli 6zellik se¢cimi yontemlerinin siniflandirma performansi
iizerindeki etkilerinin veri setinin yapisina bagli olarak degisebilecegini gostermektedir. Ayrica SHAP
analizi kullanilarak secilen modellerin karar mekanizmalar1 incelenmis ve model tahminlerinin hangi
degiskenlerden ve hangi yonde etkilendigi ortaya konulmustur. Bu yaklagim, yalnizca model performansini
degerlendirmekle kalmayip ayn1 zamanda modelin yorumlanabilirligini de artirmaktadir.

Bu ¢alisma, genis veri seti ¢esitliligi sunmay1 amaglayan bir benchmark ¢alismasi olmaktan ziyade, 6zellik
secimi yontemlerinin etkilerini kontrolli bir deneysel cercevede incelemeyi hedeflemektedir. Bu nedenle
elde edilen bulgularin kullanilan veri setleri baglaminda degerlendirilmesi gerektigi vurgulanmalidir.
Bununla birlikte, ¢alisma iki veri seti ile siirhidir ve farkli veri yapilarmin analize dahil edilmesi
gelecekteki caligmalar agisindan 6nemli bir arastirma yonii olarak goriilmektedir. Gelecek caligsmalarda,
daha cesitli veri setleri ve farkli Ozellik secimi stratejileri kullamlarak, model performans: ile
yorumlanabilirlik arasindaki iligskinin daha kapsamli ve genellenebilir bicimde incelenmesi 6nerilmektedir.

CIKAR CATISMASI/CAKISMASI BILDIiRiMIi

Yazarlar arasinda ¢ikar catismasi/cakismasi bulunmamaktadir.
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